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Настоящий обзор посвящён алгоритмам кластеризации и возможности их применения к задачам сег-

ментации спутниковых изображений. Рассмотрены основные подходы к разработке алгоритмов, дан 
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Введение 

Сегментация является одним из важнейших этапов анализа цифровых изображений [67]. Она заключа-
ется в разбиении изображения на непересекающиеся области на основе однородности (похожести) их 
спектральных и/или пространственных (текстура, размер, форма, контекст и др.) характеристик. Методы 
сегментации нашли широкое применение во многих прикладных областях, включая дистанционное зон-
дирование Земли из космоса [18, с. 48], интерес к которому в последние годы непрерывно возрастает. 

Наиболее распространенный подход к сегментации спутниковых изображений основан на использова-
нии алгоритмов кластеризации данных [49]. Термин «кластеризация данных» («data clustering») впервые 
появился в заголовке статьи 1954 года, посвящённой обработке антропологических данных [32]. Для этого 
термина существует ряд синонимов: автоматическая классификация, классификация без обучения (без 
учителя), классификация с самообучением, таксономия, группировка, стратификация, типизация и 
др. [66]. 

Содержательная постановка задачи кластеризации заключается в следующем. Пусть имеется выборка 

объектов { }(1) ( ), , Nw wW = ¼ , сформированная в результате выбора представителей из некоторой гене-

ральной совокупности. Каждый объект исходной выборки ( )iw  описывается вектором признаков 

( ) ( )( ) ( )( ) ( )
1 , ,i ii i k

kx x x x Rw= = ¼ Î . Иногда, в силу особенностей решаемой задачи, выборка W  описывает-

ся матрицей коэффициентов попарного сходства/различия. При k -спектральной съёмке значение 
( ), {1, , }i
jx j kÎ ¼  характеризует спектральную яркость пикселя ( )ix  в j -м диапазоне спектра. Задача кла-

стеризации заключается в разбиении выборки на сравнительно небольшое, заранее известное или нет, 
число 2M  групп объектов (кластеров) так, чтобы элементы одного кластера были как можно более схо-
жи, а элементы из разных кластеров существенно различались по заданному критерию сходства/различия. 

Задача кластеризации спутниковых данных обладает следующими особенностями:  

1) большой объём обрабатываемых данных (порядка 
6 710 10  пикселей);

2) отсутствие априорной информации о количестве и вероятностных характеристиках классов (при ис-
следовании природных объектов получение априорной информации зачастую связано со значительными и 
не всегда оправданными затратами ресурсов);  

3) наличие «шума» и выбросов в данных.
Указанные особенности накладывают ограничения на алгоритмы кластеризации, подходящие для об-

работки спутниковых изображений. «Хороший» алгоритм кластеризации должен соответствовать сле-
дующим основным требованиям:  

1) низкая вычислительная сложность;
2) возможность выделять кластеры разной структуры (формы, размера, плотности) с использованием

минимального количества априорных знаний и предположений;  
3) выделение заранее неизвестного числа кластеров;
4) возможность обрабатывать данные в присутствии «шума» и выбросов;
5) простота настройки параметров.
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К настоящему времени разработано большое количество различных алгоритмов кластеризации и их 
модификаций. Опубликовано множество обзорных статей [8, 31, 33, 34, 40, 59] и монографий, полностью  
[3, 26, 29, 58, 69, 70, 73] или частично [20, 66, 68, 78] посвящённых кластеризации. Цель настоящего обзо-
ра заключается в анализе возможности применения существующих групп алгоритмов для обработки спут-
никовых изображений. 

1. Основные типы алгоритмов кластеризации

По способу выделения кластеров все алгоритмы автоматической классификации можно разделить на 
две большие группы – иерархические и неиерархические. Иерархические (hierarchical) алгоритмы позво-
ляют обнаружить вложенные кластеры. Для этого строится либо дерево кластеров, называемое дендро-
граммой (dendrogram), либо так называемая диаграмма достижимости (reachablity plot) [4] (по которой 
можно построить дендрограмму [9]). Неиерархические алгоритмы вычисляют кластеры, исходя из опти-
мизации некоторого заранее заданного (явно или неявно) критерия качества. 

Неиерархические алгоритмы можно условно разделить на три большие группы: методы разбиений, 
плотностные методы и сеточные методы. Кроме того, можно выделить обособленную группу неиерархи-
ческих алгоритмов, называемую нейронными сетями  [19]. Они разработаны в рамках концепции соревно-
вательного обучения и пытаются эмулировать поведение нейронов коры головного мозга человека при 
анализе данных. 

Перечисленные группы алгоритмов кластеризации представлены на рисунке. Заметим, что это разбие-
ние условно; часто алгоритмы разрабатываются в рамках комбинации нескольких подходов. На рисунке 
такие алгоритмы, например DENCLUE и CLIQUE, отнесены одновременно к нескольким группам. 

Рассмотрим перечисленные группы алгоритмов более подробно. 

2. Иерархические алгоритмы

Иерархические алгоритмы позволяют построить либо дерево кластеров, называемое дендрограммой 
(dendrogram), либо так называемую диаграмму достижимости (reachablity plot) [4]. Требуемый уровень де-
тализации результата достигается за счёт отсечения построенной дендрограммы (или диаграммы дости-
жимости) на определённом уровне с последующим разбиением исходного множества объектов на класте-
ры. 

По способу построения дендрограммы алгоритмы можно разделить на две группы – агломеративные и 
разделительные. При использовании агломеративных (agglomerative) алгоритмов каждый объект считает-
ся одноэлементным кластером, после чего выполняется поэтапное объединение наиболее похожих класте-
ров. Для разделительных (divisive) алгоритмов, наоборот, вся выборка считается одним кластером и на 
каждом шаге один из построенных кластеров разбивается на два. И агломеративные, и разделительные ал-
горитмы просты в реализации и результат их выполнения не зависит от порядка ввода данных. К их не-
достаткам можно отнести высокую вычислительную сложность (порядка 3( )O N ), которая не позволяет 

применять их для обработки больших массивов данных. Кроме того, они не способны одновременно вы-
делять кластеры разной структуры (формы, размера, плотности). 

Для увеличения объёма данных, обрабатываемых произвольным агломеративным или разделительным 
алгоритмом кластеризации, можно использовать методы дробления [16] и повторного дробления  [54]. 
Идея, лежащая в основе этих методов, заключается в разбиении всего множества данных на подмножества 
(«дроби»), которые могут быть обработаны за разумное время, с последующей кластеризацией каждой 
«дроби». Затем из кластеров, полученных в результате обработки «дробей», формируется множество век-
торов-описаний (мета-объектов), которое впоследствии разбивается на группы с помощью того же алго-
ритма кластеризации. Одним из примеров алгоритма дробления является BIRCH  [63]. Основной недоста-
ток алгоритма дробления заключается в том, что формирование мета-объектов может привести к ошибке 
классификации, которую в дальнейшем уже невозможно исправить. Повторное дробление позволяет бо-
роться с этим недостатком. Оно заключается в многократном применении алгоритма дробления: построе-
ние «дробей» для последующей итерации осуществляется на основе результатов предыдущей. 

Во многих агломеративных и разделительных алгоритмах для описания кластеров используются пред-
ставители. Представителем кластера может служить как объект исходного множества, так и вектор сред-
них значений (центр масс) кластера. Недостатком всех таких алгоритмов является неспособность выде-
лять кластеры сложной формы (форма выделяемых кластеров определяется используемой метрикой). 
Один из методов сглаживания этого недостатка и основанный на нём алгоритм CURE описаны в  [28]. В 
качестве представителя каждого кластера предлагается использовать набор объектов, распределённых не-
далеко от границы. Для повышения разделимости близких кластеров предлагается «сжать» набор предста-
вителей, немного сдвинув каждого представителя в направлении центроида соответствующего кластера. 
Такой подход позволяет разделять кластеры достаточно сложной формы (сложность зависит от количест-
ва представителей в описании кластера), но приводит к значительному росту времени обработки. 
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При обработке больших массивов данных построенная дендрограмма является очень сложной и тяжело 
интерпретируемой. В таких случаях для визуализации иерархической структуры кластеров целесообраз-
ней использовать диаграмму достижимости. Она представляет собой двумерный график, на котором вдоль 
оси абсцисс расположены точки исходного множества в соответствии с введённым порядком, а вдоль оси 
ординат – расстояния достижимости. Расстояние достижимости для точки обратно пропорционально 
плотности в этой точке, поэтому «долины» на диаграмме достижимости соответствуют плотным областям 
пространства (кластерам), а вложенные «долины» – вложенным кластерам. 

Построение диаграммы достижимости (в отличие от дендрограммы) не является итеративным процес-
сом. Поэтому алгоритмы, строящие диаграмму достижимости, являясь иерархическими, не могут быть от-
несены ни к агломеративным, ни к разделительным. 

Несмотря на предложенные в последние годы модификации, алгоритмы построения дендрограммы 
«напрямую» не применимы для обработки спутниковых изображений ввиду высокой вычислительной 
сложности и невозможности одновременного выделения кластеров разной структуры. Однако их исполь-
зование оправданно на последних этапах многоэтапных процедур (когда объём обрабатываемых данных 
становится небольшим), т. к. информация об иерархической вложенности кластеров позволяет облегчить 
интерпретацию результатов сегментации. 

3. Методы разбиений

Методы разбиений (partitioning methods) основаны на поэтапном улучшении некоторого начального 
разбиения исходного множества до получения оптимального значения некоторой целевой функции. 
В качестве целевой функции часто используется сумма расстояний от объектов до центров кластеров, к 
которым они отнесены. Основным недостатком методов разбиений, использующих эту целевую функцию, 
является то, что форма выделяемых ими кластеров определяется выбранной метрикой. На практике это 
зачастую приводит к явным ошибкам кластеризации и/или чрезмерной раздробленности выделенных кла-
стеров. Кроме того, методы разбиений не способны рассмотреть все возможные разбиения и есть вероят-
ность обнаружения локального, а не глобального экстремума целевой функции. Для нахождения глобаль-
ного экстремума целевой функции необходимо рассмотреть ( , )S N M  возможных разбиений исходной 

выборки на кластеры, где 

( )
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1
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Это одно из чисел Стирлинга второго рода, с ростом N  оно очень быстро становится огромным.  
Одним из первых методов разбиений является алгоритм k -средних (k -means)  [23]. Его реализации 

включены практически во все пакеты программ, предназначенные для анализа спутниковых изображений. 
Алгоритм позволяет разбить исходную выборку на M  кластеров (M  – параметр, задаваемый пользовате-
лем). Полученные кластеры описываются векторами средних значений (центроидами). В процессе разбие-
ния выполняется итеративная минимизация внутриклассовых расстояний. Соответствующая целевая 
функция выглядит следующим образом: 

( ) ( )
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| | || min
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j x C

x c
= Î
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где 
( )jc  – центроид кластера 

( )jC . 
Вычислительная сложность алгоритма k -средних невысока (порядка ( )O dMN ), но он обладает не-

сколькими недостатками. Несмотря на доказанную в [51] сходимость итеративного процесса, он не гаран-
тирует нахождение глобального минимума целевой функции (оптимального разбиения). Поэтому для по-
лучения хорошего разбиения необходимо выбрать осмысленные начальные центроиды. Существуют 
эффективные методы выбора стартовых центроидов, гарантирующие получение качественных результа-
тов кластеризации, но универсального эффективного метода нахождения оптимальных центроидов, не за-
висящего от структуры данных и специфики решаемой задачи, не может существовать даже теоретиче-
ски [58]. Кроме того, алгоритм k -средних не способен выделять кластеры разной структуры. Для 
устранения этого недостатка в [45] предлагается разбивать исходную выборку на сферические кластеры, 
которые впоследствии используются для построения итогового разбиения. 

Ещё одним серьёзным недостатком алгоритма k -средних является необходимость задания числа клас-
сов, которое на практике чаще всего неизвестно и не существует эффективных методов его нахождения. 
Разработано несколько эвристических методов оценивания числа кластеров. Например, в алгоритме 
ISODATA [5] (наиболее распространённой модификации k -средних) число кластеров может изменяться 
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за счёт разбиения или объединения уже найденных в соответствии со значениями настраиваемых пара-
метров. В итоге задача определения числа классов сводится к настройке параметров алгоритма. Критери-
ем разбиения служит диаметр кластера, а критерием объединения – расстояние между центроидами со-
седних кластеров. Алгоритм является итеративным, число кластеров, полученное на предыдущей 
итерации, используется как стартовое для инициализации последующей. 

Помимо перечисленных недостатков, алгоритм k -средних чувствителен к выбросам в данных и «шу-
му», т. к. при вычислении центроида используются все точки кластера. В алгоритме ISODATA кластеры 
со слишком большим диаметром (содержащие выбросы) в процессе обработки разбиваются, поэтому вы-
бросы образуют в данных отдельные кластеры. После этого кластеры, содержащие малое число точек, ис-
ключаются из рассмотрения. Поэтому алгоритм ISODATA не чувствителен к выбросам в данных. Реали-
зации метода ISODATA включены во многие пакеты программ, предназначенные для обработки 
спутниковых изображений, поэтому исследователи часто используют его для решения практических за-
дач. Однако для его применения требуется кропотливая настройка входных параметров. 

Алгоритм FOREL [72], как и алгоритм k -средних, позволяет минимизировать внутриклассовые рас-
стояния, но в соответствии с ним на каждой итерации выделяется по одному кластеру. Для обнаружения 
кластера центр сферы фиксированного радиуса помещается в произвольную точку выборки. После этого 
центр итеративно перемещается в центр масс точек выборки, попавших в сферу, до достижения устойчи-
вого состояния. Затем точки, попавшие в сферу, относятся в один кластер и исключаются из дальнейшего 
рассмотрения. Процедура выделения кластеров повторяется, пока выборка содержит точки, не исключён-
ные из рассмотрения. Радиус сферы определяется итеративно, в зависимости от требуемого числа класте-
ров. Такой метод позволяет выделять кластеры сферической формы. Результаты выполнения алгоритма 
FOREL зависят от выбора начальных центров. Для устранения этого недостатка в [68] описано несколько 
его модификаций. В алгоритме SKAT предлагается точки, отнесённые к кластерам, не исключать из рас-
смотрения. Это позволяет выделить кластеры, которые при выделении с использованием всех точек вы-
борки сливаются с другими, и получать устойчивое разбиение. Алгоритм KOLAPS позволяет выделять 
сферические кластеры разного размера в присутствии «шума». В соответствии с ним кластер, содержащий 
малое число точек, выбрасывается из рассмотрения на последующих итерациях, но его точки помечаются 
как шумовые. Кроме того, на завершающем этапе алгоритма для каждого выделенного кластера, начиная с 
кластера с наибольшим количеством точек, ищется оптимальный радиус сферы, а захваченные ранее шу-
мовые точки относятся к «шуму». Алгоритмы класса FOREL обладают высокой трудоёмкостью для при-
менения непосредственно к спутниковым изображениям и не позволяют выделять кластеры сложной 
структуры. 

В отличие от k -средних, в алгоритме k -представителей (k -medoids) для описания кластеров исполь-
зуются объекты, взятые из исходной выборки (представители). Кластеры формируются путём отнесения 
каждой точки выборки к ближайшему представителю. Алгоритм k -представителей в наиболее общем ви-

де описан в  [35]. Он характеризуется высокой вычислительной сложностью (порядка 2( )O MN ). Для об-

работки больших объёмов данных предложено несколько модификаций этого алгоритма  [35, 44], в кото-
рых алгоритм k -представителей применяется к случайной выборке небольшого объёма (представителям), 
взятой из множества X . После этого каждый элемент исходной выборки относится к ближайшему пред-
ставителю. Это позволяет существенно повысить производительность алгоритма, но при малом числе 
представителей некоторые кластеры могут быть упущены.  

К общим недостаткам методов разбиений можно отнести необходимость задания числа кластеров и 
сильную зависимость результата от значений настраиваемых параметров. Кроме того, они (за исключени-
ем алгоритма, предложенного в [45]) не способны выделять кластеры разной структуры (размер, форма и 
плотность выделяемых кластеров сильно зависят от используемой метрики). Несмотря на это, методы раз-
биений могут быть эффективно использованы в качестве отдельных этапов многоэтапных процедур сег-
ментации спутниковых изображений. 

4. Плотностные методы

Плотностные методы (density-based methods) рассматривают исходную непомеченную выборку как на-
бор реализаций некоторого случайного вектора x . Они разбивают объекты на кластеры на основе оценки 
плотности распределения x . В данном случае под кластером понимается связная плотная область в про-
странстве признаков. Такое определение позволяет выделять кластеры сложной формы и кластеры разно-
го размера. Однако применение плотностных алгоритмов для обработки спутниковых изображений за-
труднено ввиду их неприемлемо высокой трудоёмкости. 

В зависимости от типа используемых оценок, плотностные алгоритмы подразделяются на параметри-
ческие (parametric, model-based), и непараметрические (nonparametric). 

При параметрическом подходе предполагается, что распределение вектора х описывается заранее оп-
ределённой вероятностной моделью с фиксированным набором настраиваемых параметров. Параметриче-
ские методы рассматривают плотность распределения вектора х как смесь М независимых плотностей 
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(обычно гауссовских) с неизвестными параметрами. В этом случае задачу кластеризации можно решать 
как задачу разделения смеси: 1) с помощью алгоритма EM [56] оценить параметры моделей по непоме-
ченным данным; 2) используя полученные параметры, построить разбиение изображения по методу мак-
симального правдоподобия. 

Несмотря на все преимущества (слабая чувствительность к «шуму» и выбросам, независимость резуль-
тата кластеризации от порядка ввода данных, способность выделять кластеры разной структуры и др.), ал-
горитмы, разработанные в рамках параметрического подхода, обладают существенным недостатком – для 
их применения необходимо наличие априорных сведений о параметрической структуре данных и количе-
стве классов. При анализе спутниковых изображений такого рода информация практически всегда отсут-
ствует или её получение связано со значительными затратами. Кроме того, параметрические алгоритмы 
характеризуются высокой вычислительной сложностью. 

Оценки, используемые непараметрическими алгоритмами, строятся на основе анализа исходных дан-
ных и накладывают слабые ограничения (непрерывность, ограниченность и т. п.) на вид плотности рас-
пределения. Благодаря этому непараметрические алгоритмы могут выделять кластеры сложной структу-
ры. Однако для вычисления непараметрической оценки плотности распределения в произвольной точке 
пространства признаков необходимо учесть вклад каждой точки исходной выборки, поэтому применение 
плотностных алгоритмов «напрямую» для обработки спутниковых изображений приводит к неприемле-
мым вычислительным затратам. 

Наиболее распространенными непараметрическими оценками плотности распределения являются гис-
тограммная оценка (histogram estimation), оценка k -ближайших соседей (k -nearest neighbors estimation, 
k -NN estimation) и оценка плотности Розенблатта – Парзена (Parzen density estimation). 

Для получения гистограммной оценки координатные оси пространства признаков разбиваются на ин-
тервалы, как правило, одинаковой длины (на основании этого пространство признаков разбивается на 
ячейки), и подсчитываются частоты попадания значений векторов-признаков в полученные ячейки. При 
опредёленных условиях на оценку плотности распределения, гистограммная оценка является состоятель-
ной. 

Один из наиболее распространённых алгоритмов на основе гистограммной оценки плотности предло-
жен в [43]. В соответствии с ним, после квантования пространства признаков выполняется построение 
гистограммной оценки плотности с последующим выделением кластеров. Алгоритм позволяет выделять 
кластеры сложной формы и разного размера, характеризующиеся одномодальным распределением, даже в 
присутствии «шума». В  [77] предложена многоуровневая иерархическая процедура на основе этого мето-
да, позволяющая выделять кластеры с многомодальным распределением. 

В основе оценки k -ближайших соседей лежит предположение, что вероятность принадлежности двух 
элементов выборки одному классу обратно пропорциональна расстоянию между ними («подобное – к по-
добному»). При использовании этой оценки непомеченный элемент выборки относится к тому же класте-
ру, что и большинство из k -ближайших к нему помеченных элементов. Оценка k -ближайших соседей в 
чистом виде чувствительна к «шуму», поэтому расстояние, на котором соседние элементы влияют друг на 
друга, часто ограничивают пороговым значением. Эта оценка является состоятельной, но смещённой. 

Оценка плотности Розенблатта – Парзена складывается из вкладов всех элементов выборки. Вклад ка-
ждого вектора-признака описывается функцией-ядром ( )xF . Формула для вычисления оценки плотности 

( )ˆ ,Nf x F  в произвольной точке пространства признаков имеет следующий вид: 
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где ( )xF  – колоколообразная функция (ядро), удовлетворяющая условиям [79]: 
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Эти условия необходимы для того, чтобы оценка плотности Розенблатта – Парзена являлась несме-
щённой и состоятельной. 

Одним из вычислительно эффективных алгоритмов, созданных в рамках непараметрического подхода, 
является DBSCAN [22]. Для построения оценки плотности, на основе соседства точек вводятся понятия 
достижимости и связности. Под e -соседями точки x XÎ  понимается множество точек, расстояние до 
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( 1) ( )( )i ix N xe
+ Î

, 1, , 1i p= ¼ - ; 
( )| ( ) |iN x MinPtse 

, 1, , 1i p= ¼ - .

Здесь значение MinPts  задаётся пользователем и регулирует порог «шума». Согласно второму усло-
вию, у точек, находящихся внутри кластера, должно быть не менее MinPts  e -соседей. Такие точки назы-
ваются «ядрами». Остальные точки разделяются на граничные (имеющие менее MinPts  e -соседей, но 
достижимые из какого-либо «ядра») и шумовые. Две точки связны, если существует «ядро», из которого 
они обе достижимы.  

При такой постановке задачи, под кластером понимается максимальное связное подмножество множе-
ства X . Точки, не попавшие в какой-либо кластер (не принадлежащие e -окрестности какого-либо «яд-
ра»), относятся к классу «шум». 

К настоящему времени разработано достаточно много модификаций алгоритма DBSCAN. В [60] пред-
ложена параллельная версия алгоритма для высокопроизводительных вычислительных систем, а в  [21] – 
способ потоковой обработки новых данных. 

Для работы DBSCAN требуется два параметра, оптимальные значения которых определить достаточно 
сложно. Поэтому в [4] предложен алгоритм OPTICS, позволяющий упорядочить исходное множество и 
упростить процесс кластеризации. В соответствии с ним строится диаграмма достижимости, благодаря 
которой появляется возможность при фиксированном значении MinPts  обработать не только заданное 

значение e , но и все e e* < . 
Для упорядочивания множества X  для каждого его элемента вычисляется два параметра – «ядерное 

расстояние» (core distance, CD ) и наименьшее из «расстояний достижимости» (reachability distance, 
RD ): 
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Здесь _ ( )MinPts dist x  – расстояние от точки x  до её MinPts -го соседа. 

Проще говоря, «ядерное расстояние» – это наименьшее значение e* , при котором x  является «ядром», 

а «расстояние достижимости» – значение e* , при котором x  становится напрямую достижима из y . Со-

ответственно, наименьшее из «расстояний достижимости» для x  – это эначение e* , при котором x  стано-
вится достижимой хотя бы из одного «ядра» (перестаёт быть шумовой). В зависимости от комбинации 

этих параметров, при фиксированном значении e*  точка x  может быть как внутренней  

( *( )CD x e ), так и граничной ( *( )CD x e> , *( )RD x e ) точкой кластера, а также являться шумовой  

( ( )CD x e*> , ( )RD x e*> ). 

Благодаря сортировке с помощью дополнительных полей, классификация выборки алгоритмом 

DBSCAN с параметрами e e* , MinPts  сводится к последовательному перебору упорядоченной выборки и
присвоению каждому её элементу номера соответствующего класса («обрезанию» диаграммы достижимо-
сти на нужном уровне и выделению на ней кластеров). 

Экспериментально установлено [4], что OPTICS работает примерно в 1.6 раза медленнее, чем DBSCAN. 
Для работы алгоритма OPTICS (как и DBSCAN) требуется два параметра – e  и MinPts . На данный мо-
мент предложено множество его модификаций (в том числе потоковая версия  [36], позволяющая быстро 
пересчитывать кластеры при появлении новых точек), а также параллельная версия для обработки данных 
на многопроцессорных вычислительных системах [10].  

Результат работы OPTICS зависит от параметра e  гораздо слабее, чем результат DBSCAN. Однако при 
слишком маленьком e  структура классов может остаться незамеченной (вплоть до отнесения всей выбор-
ки в класс «шум»), а при слишком большом вычислительная сложность алгоритма становится неприемле-
мо высокой. Для решения этой проблемы в  [1] предложен алгоритм DeLiClu, в соответствии с которым 

которых не превышает 𝜀, т. е. 𝑁𝜀(𝑥) = {𝑦 ∈ 𝑋 | 𝐷(𝑥, 𝑦) ≤ 𝜀}. Тогда точка y достижима из точки x, если 

существует последовательность точек 𝑥(1) = 𝑥, 𝑥(2), … , 𝑥(𝑝−1), 𝑥(𝑝) = 𝑦  , для которой выполнено:
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точки исходной выборки добавляются в диаграмму достижимости последовательно. Для добавляемой 
точки при помощи методов вычислительной геометрии ищется MinPts  ближайших соседей и вычисляет-
ся расстояние достижимости. Благодаря этому, для работы алгоритма DeLiClu необходим всего один па-
раметр (MinPts ). Основным достоинством алгоритма является то, что он при заданном значении MinPts  
позволяет полностью восстановить иерархическую структуру кластеров. 

На основе DBSCAN разработан проекционный алгоритм SUBCLU [37]. Он опирается на предположе-
ние, что кластер, существующий в пространстве определённой размерности, существует и во всех его 
подпространствах. Основная идея алгоритма заключается в применении DBSCAN к проекциям исходной 
выборки на подпространства исходного пространства признаков. Алгоритм SUBCLU позволяет выделить 
в подпространстве кластеры, которые выделил бы DBSCAN, применённый напрямую к этому подпро-
странству. При этом SUBCLU обладает высокой производительностью. 

В [17] предложен комбинированный трёхэтапный алгоритм BRIDGE. В соответствии с ним, сначала 
выборка разбивается на кластеры при помощи k -средних (или BIRCH). Затем для выделения в каждом 
кластере «шума» используется DBSCAN, а на последнем этапе снова применяет k -средних к выборке уже 
без «шума». Такая схема позволяет сгладить некоторые недостатки обоих алгоритмов. 

В алгоритм GDILC [62], как и в DBSCAN, плотность оценивается на основе соседства точек. Для этого 
с использованием сеточной структуры строятся изолинии плотности, по которым выделяются кластеры 
(области, окружённые изолиниями определённого уровня). Недостатком алгоритма GDILC является то, 
что он применим только к данным низкой размерности. В  [65] предложен алгоритм AGRID, являющийся 
модификацией GDILC для обработки многомерных данных. Для оценивания плотности в точке в AGRID 
используются не только точки, попавшие в соответствующую ячейку, но и точки из соседних с ней ячеек 
(соседними являются ячейки, имеющие общую границу размерности 1k - ). С ростом размерности число 
ячеек растёт экспоненциально, поэтому в [64] предлагается разбивать первые несколько размерностей на 
большее число интервалов, а все остальные – на меньшее (алгоритм AGRID+). Если упорядочить признаки 
в соответствии со снижением информативности, то можно регулировать итоговое число ячеек без значи-
тельного снижения качества кластеризации. В дополнение к этому, для получения более точной оценки 
плотности в точке x  вводится степень соседства ячеек, зависящая от размерности общей границы с клет-
кой, содержащей x . Для оценивания плотности используются все соседние клетки, причём вклад точек, 
попавших в них, прямо пропорционален степени соседства клеток. 

Альтернативный подход к оцениванию плотности и основанный на нём алгоритм DBCLASD предложе-
ны в [61]. Используя предположение, что расстояния между точками внутри кластера подчиняются рав-
номерному распределению, кластер в DBCLASD определяется как максимальное непустое подмножество 
множества X , имеющее равномерное распределение расстояний до ближайших соседей (с некоторым по-

рогом доверия). Для определения равномерности распределения используется критерий 2c . Граница кла-

стера описывается полигоном, построенным с использованием сеточного подхода. 
Элементы выборки обрабатываются последовательно, поэтому результаты кластеризации зависят от 

порядка входных данных. Для устранения этого недостатка предложены две модификации: 1) точки могут 
быть перемещены из одного кластера в другой в процессе обработки, 2) точки, отнесённые к «шуму», рас-
сматриваются повторно после формирования кластеров.  

К преимуществам алгоритма относится то, что он не требует входных параметров и позволяет выде-
лять кластеры сложной структуры, к недостаткам – зависимость результатов обработки от порядка ввода 
данных. 

В алгоритме DENCLUE [30] используется оценка плотности Розенблатта – Парзена с гауссовским 
ядром: 
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После построения оценки плотности точки, в которых достигаются её локальные максимумы, находят-
ся с помощью процедуры «среднего сдвига», предложенной в [25] и использованной для сегментации изо-
бражений в [14]. Процедурой «среднего сдвига» называются повторяющиеся движения от точки 

0
kx x R= Î  к ( )1 0,hx m x= F , затем от 1x  к ( )1,hm x F  и т.д. до шага l , на котором ( ),l h lx m x= F .  
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 называется вектором «среднего сдвига». Его направление в точ-

ке x  совпадает с градиентом оценки плотности ( )ˆ ,Nf x F  (направлением максимального роста плотности в 

этой точке). 
Точка x  называется «точкой притяжения» для y , если процедура «среднего сдвига», стартовавшая из 

y , сходится в x . При таком подходе одномодовый кластер C  задаётся локальным максимумом Cx и явля-

ется множеством точек, для которых Cx  является «точкой притяжения». Если плотность в Cx  меньше за-

данного порога x , то кластер C  относится к «шуму». 

В соответствии с алгоритмом DENCLUE, пространство признаков перед кластеризацией разбивается на 
гиперкубические ячейки со стороной 2h  (параметр h  задаётся пользователем). Это позволяет считать 
DENCLUE сеточным алгоритмом. Процедура «среднего сдвига» стартует только из точек, попавших в 
плотные (содержащие более x  точек исходной выборки) и соседние с ними ячейки. Благодаря этому 

DENCLUE позволяет обрабатывать данные, содержащие «шум» и выбросы. Кроме того, он позволяет вы-
делять кластеры разной структуры. 

Процедура «среднего сдвига» является слишком трудоёмкой для кластеризации спутниковых изобра-
жений, поэтому было разработано несколько её оптимизаций. В [13] предлагается использовать ядро Епа-
нечникова [71], что позволяет значительно упростить вычисление вектора «среднего сдвига». Кроме того, 
авторы предлагают использовать для запуска процедуры не все точки выборки, попавшие в области с вы-
сокой плотностью, а набор представителей. В работе [24] описан метод, использующий для построения 
оценки плотности небольшое подмножество исходного множества, что позволяет многократно сократить 
время обработки. В [74] предлагается использовать сеточную структуру в пространстве признаков для бы-
строго вычисления оценки плотности распределения. 

Альтернативой уменьшению выборки может служить уменьшение необходимого числа итераций 
«среднего сдвига». Для этого используется либо адаптивная подстройка параметра h под структуру дан-
ных  [15, 55], либо взвешенный вектор «среднего сдвига»  [38]. 

Непараметрические алгоритмы строят разбиение на основе анализа исходных данных и не накладыва-
ют ограничений на структуру кластеров. Поэтому они позволяют выделять кластеры разной структуры 
при наличии «шума» и выбросов. Единственным серьёзным недостатком непараметрических алгоритмов 
является высокая вычислительная сложность. Кроме того, кластеры, выделяемые алгоритмом «среднего 
сдвига», характеризуются излишней раздробленностью. 

5. Сеточные методы

Сеточные методы (grid-based methods) основаны на введении сеточной структуры в пространстве при-
знаков. Отличительной особенностью алгоритмов, относящихся к этой группе, является переход от обра-
ботки отдельных элементов выборки к обработке элементов сеточной структуры. В общем виде схема ра-
боты сеточного алгоритма кластеризации выглядит следующим образом  [7]. 

Шаг 1. Построить разбиение пространства признаков на ячейки (размер ячейки, зачастую, является па-
раметром алгоритма). 

Шаг 2. Разбить ячейки на кластеры. 
Шаг 3. Разбить исходную выборку на кластеры на основе кластеризации ячеек. 
Результат выполнения сеточных алгоритмов не зависит от порядка ввода данных. При низкой вычис-

лительной сложности (порядка ( ) ( log )O N O N N ), они позволяют выделять кластеры сложной структу-

ры. К недостаткам сеточных алгоритмов можно отнести то, что качество выделяемых кластеров сильно 
зависит от размера ячеек. Выбор размера и способа построения сетки – достаточно сложная задача (часто 
размер сетки является параметром алгоритма). При слишком большом размере или неудачном расположе-
нии клеток происходит искусственное огрубление границ кластеров, а в случае близких классов даже их 
объединение. Это может привести к грубым ошибкам кластеризации. При измельчении клеток происходит 
незначительное улучшение результата за счёт серьёзного роста времени обработки. Кроме того, слишком 
мелкие клетки часто приводят к чрезмерному измельчению кластеров. 

Во многих сеточных алгоритмах в процессе классификации считается количество элементов исходной 
выборки, попавших в ячейку. Это значение используется для уменьшения объёма вычислений за счёт от-
сечения пустых (или практически пустых) клеток, а в некоторых алгоритмах и при объединении класте-
ров. Это позволяет считать некоторые сеточные алгоритмы плотностными (с гистограммной оценкой 
плотности распределения). Если при выполнении алгоритма плотности в ячейках сравниваются не только 
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с пороговым значением, но и между собой, то будем считать, что алгоритм разработан в рамках комбина-
ции плотностного и сеточного подходов. 

Классическим примером сеточного алгоритма с фиксированной сеткой является STING  [57]. Алгоритм 
разрабатывался для выполнения пространственных запросов к базам данных, но с его помощью можно 
осуществлять кластеризацию спутниковых снимков. В соответствии с алгоритмом STING в пространстве 
признаков вводится иерархическая сеточная структура. Построение сеточной структуры начинается с од-
ной ячейки (содержащей всю исходную выборку), которая впоследствии разбивается на несколько более 
мелких (по умолчанию, четыре). Каждая ячейка описывается различными параметрами, как зависящими 
(вектор средних значений; дисперсия; минимальные и максимальные значения признаков; метка статисти-
ческого распределения – «нормальное», «равномерное» или «отсутствует»), так и не зависящими от зна-
чений переменных (число попавших в клетку векторов). Параметры родительских ячеек могут быть вы-
числены только если известны параметры всех дочерних. 

Кластеризация выполняется от корня дерева (или какого-то среднего уровня иерархии) вплоть до ли-
стьев. На каждом уровне дерева определяются ячейки, точки в которых подчиняются одному из законов 
распределения; на последующих уровнях рассматриваются только их потомки. После рассмотрения всех 
ячеек кластеры, плотность которых выше заданного порога, выделяются методом поиска в ширину. 

Алгоритм STING обладает низкой вычислительной сложностью (порядка ( )O N ) и способен одновре-

менно выделять кластеры разной структуры. Результат его выполнения не чувствителен к «шуму» (клетки 
с низкой плотностью в процессе обработки будут автоматически отнесены к «шуму») и не зависит от по-
рядка ввода данных. Недостатком алгоритма является то, что границы выделяемых кластеров сильно за-
висят от размера сетки и зачастую являются грубыми. 

В алгоритме WaveCluster [52] изображение в пространстве признаков со введённой сеточной структу-
рой рассматривается как цифровой сигнал (значением сигнала в ячейке сетки является количество точек, 
попавших в эту ячейку). При таком подходе граница кластера, на которой меняется распределение дан-
ных, соответствует высокочастотной части сигнала, а внутренняя область кластера – низкочастотному 
сигналу с высокой амплитудой. Тогда для выделения кластеров могут быть использованы технологии об-
работки сигналов, например вейвлет-преобразование, позволяющее устранить «шум» и разделить части 
сигнала с различными частотами. При этом качество классификации можно регулировать количеством 
повторных вейвлет-преобразований пространства.  

Алгоритм WaveCluster способен выделять кластеры сложной структуры, нечувствителен к «шуму» и 
выбросам и не требует задания числа кластеров. Результаты выполнения алгоритма не зависят от порядка 
ввода данных. Кроме того он обладает низкой вычислительной сложностью (порядка ( )O N ) и позволяет 

обнаружить иерархическую вложенность кластеров. 
В алгоритме FC [6] предлагается ввести в пространстве признаков серию сеток разного масштаба, каж-

дая последующая вдвое мельче предыдущей. Полученную сеточную структуру можно рассматривать как 
фрактал и вычислять для неё фрактальную размерность. На первом этапе кластеризации при помощи ал-
горитма «ближайший сосед» генерируется начальное разбиение. Основная идея второго этапа заключает-
ся в пошаговом распределении точек по исходным кластерам так, чтобы фрактальные размерности кла-
стеров оставались неизменными. После рассмотрения всей выборки кластеры с маленькой фрактальной 
размерностью объединяются в класс «шум». 

Алгоритм FC обладает низкой трудоёмкостью (порядка ( )O N ) и нечувствителен к «шуму» и выбро-

сам. Однако результат его выполнения сильно зависит от начального разбиения и порядка ввода данных. 
Жёсткая зависимость границ выделяемых кластеров от размера ячеек является общим недостатком 

всех алгоритмов, использующих фиксированную сетку. Существует несколько путей его устранения. 
В [11] предложен алгоритм ASGC, в котором введённая сеточная структура после кластеризации сдвигает-
ся на половину размера ячейки в каждом направлении, после чего процесс кластеризации повторяется. 
Совместный анализ полученных разбиений позволяет повысить точность выделения границ кластеров. 

В [53] предлагается алгоритм, в котором при анализе учитываются характеристики не только рассмат-
риваемой, но и соседних с ней клеток. Это позволяет предварительно «сжать» плотные области простран-
ства признаков (в предлагаемом алгоритме используется гистограммная оценка плотности распределения) 
и повысить разделимость кластеров. Для «сжатия» данных используется метод, аналогичный закону все-
мирного тяготения. Кроме того, вместо одной сетки алгоритм использует последовательность фиксиро-
ванных сеток различного масштаба (подобно алгоритму FC), среди которых выбираются сетки, наиболее 
подходящие для обрабатываемых данных. После выполнения кластеризации на каждой из отобранных се-
ток, среди результатов выбирается наилучший с точки зрения введённого критерия компактности класте-
ров. Описанный подход является слишком трудоёмким для применения непосредственно к многоспек-
тральным изображениям, но его можно комбинировать с другими методами для повышения качества 
результатов обработки. 

В [39] для построения гистограммной оценки плотности предлагается использовать не только точки, 
попавшие в ячейку, но и ближайшие точки соседних клеток. Предлагаемый алгоритм не позволяет выде-
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лять кластеры в присутствии «шума» и выбросов, но позволяет снизить их влияние на результат за счёт 
искусственного повышения контраста между плотными и неплотными клетками. 

Для работы в многомерном пространстве признаков в рамках сеточного подхода были разработаны ал-
горитм CLIQUE [2] и его незначительная модификация ENCLUS [12]. В основе CLIQUE лежит наблюде-
ние, что кластер, существующий в пространстве определённой размерности, гарантированно существует 
во всех его подпространствах меньшей размерности. Поэтому алгоритм сначала выделяет плотные интер-
валы (кластеры) во всех одномерных проекциях, затем формирует из них кластеры более высоких размер-
ностей. С ростом размерности кластеры, найденные на предыдущих итерациях, перестают быть плотными 
областями и отсекаются (ENCLUS отличается от CLIQUE только критерием отсечения). Здесь под класте-
ром понимается максимальное множество связных плотных ячеек в пространстве признаков. Если рас-
сматривать множество плотных ячеек в подпространстве как граф (ячейки-вершины связаны ребром, если 
они имеют общую границу), то поиск кластеров аналогичен процессу выделения связных подграфов. 

Альтернативным путём устранения этого недостатка является использование адаптивной сетки 
(adaptive grid), т. е. разбиение пространства признаков на ячейки на основе анализа исходных данных. Ти-
пичным представителем алгоритмов с адаптивной сеткой является GRIDCLUS  [50]. В соответствии с ним 
пространство признаков разбивается на ячейки в зависимости от распределения исходных данных. Затем 
для каждой ячейки вычисляется относительная плотность. Формирование кластеров начинается с центров 
(более плотных ячеек), к которым постепенно присоединяются менее плотные, имеющие с ними общую 
границу. К достоинствам алгоритма GRIDCLUS можно отнести возможность обработки больших объёмов 
многомерных данных и высокое быстродействие, а также возможность выделять заранее неизвестное чис-
ло кластеров, в том числе вложенных. К недостаткам – чувствительность к «шуму» и неспособность выде-
лять кластеры сложной формы. 

В алгоритме GCHL [47] используется сеточная структура из ячеек одинакового размера, которая вво-
дится по мере ввода данных. При появлении объекта, не попадающего ни в одну из существующих ячеек, 
образуется новая ячейка. Ячейки построенной таким способом сеточной структуры могут получиться дос-
таточно сложной формы, т. к. область пересечения и лежащие в ней элементы исходной выборки относят-
ся к ячейке, введённой раньше других. 

После введения сеточной структуры вычисляется относительная плотность каждой ячейки (отношение 
количества попавших в ячейку объектов исходной выборки к её относительному объёму). Если относи-
тельная плотность не превышает заданный порог, ячейка удаляется, а попавшие в неё точки считаются 
шумовыми. Затем из оставшихся ячеек строятся кластеры по той же схеме, что и в GRIDCLUS. 

К достоинствам алгоритма GCHL можно отнести невысокую трудоёмкость и возможность обработки 
больших массивов многомерных данных. Кроме того, алгоритм нечувствителен к «шуму» и позволяет вы-
делять кластеры сложной формы. Основной его недостаток заключается в том, что результат кластериза-
ции зависит от порядка ввода данных. 

В алгоритме MAFIA [41], в отличие от CLIQUE, вместо фиксированной сетки используется адаптивная. 
Это позволяет уменьшить число параметров алгоритма и повысить точность выделения границ кластеров. 
Ещё одно значительное отличие алгоритма MAFIA от CLIQUE заключается в том, что при выделении кла-
стеров в подпространстве учитывается плотность ячеек. Эта особенность позволяет считать MAFIA как 
сеточным, так и плотностным алгоритмом (с гистограммной оценкой плотности распределения). В [27, 42] 
предложена схема параллельной реализации алгоритма MAFIA для выполнения его на высокопроизводи-
тельных вычислительных системах. 

Переход от попиксельной обработки к анализу элементов сеточной структуры позволяет значительно 
снизить трудоёмкость алгоритма. Сеточные алгоритмы позволяют получить качественные результаты, но 
для этого необходима длительная и нетривиальная настройка параметров. Неправильный выбор парамет-
ров алгоритма зачастую приводит к снижению качества результата, особенно при необходимости точного 
разделения кластеров. Предложено несколько способов устранения этого недостатка за счёт применения 
различных модификаций при формировании сетки (адаптивная сетка, подвижная сетка и др.) или одно-
временного использования нескольких сеток, но все они приводят к снижению производительности. 

6. Нейронные сети

Нейронные сети [80] эмулируют поведение нейронов коры головного мозга человека при анализе дан-
ных. Нейросетевой алгоритм представляет собой одно- или многослойную сеть, каждый слой которой со-
стоит из множества вычислительных узлов (нейронов). У нейрона есть несколько входных связей (синап-
сов), каждая со своим весом ijw , по которым он принимает поступающие сигналы. В зависимости от 

взвешенной суммы поступивших сигналов и заданной функции активации, нейрон может возбудиться и 
передать на выходную связь (аксон) соответствующий сигнал. 

Для классификации без учителя применяются нейронные сети специального вида (называемые сетями 
Кохонена). Сеть Кохонена состоит из одного слоя нейронов. Число синапсов каждого нейрона равно ко-
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личеству переменных k , количество нейронов совпадает с требуемым числом кластеров M  (меняя коли-
чество нейронов можно регулировать число кластеров в процессе обучения). 

Обучение сети Кохонена начинается с задания небольших случайных значений весовой матрицы. 
В дальнейшем происходит модификация весов при подаче на вход векторов исходной выборки (процесс 
самоорганизации сети). Для элемента x XÎ  находится ближайший к нему нейрон с номером l , называе-
мый победителем:  

( )2
1

argmin
d

j ij
ji

l x w
=

= -å . 

Это означает, вектор x  отнесён к кластеру lC  и на текущем шаге обучения будут изменяться только 

веса нейрона-победителя с номером l  (принцип «победитель забирает всё»). 
В более сложных сетях Кохонена (самоорганизующихся картах  [19]) при обучении изменяются веса 

всех нейронов из окрестности победителя. В этом случае темп обучения нейронов обратно пропорциона-
лен расстоянию до победителя. Первоначально в окрестности каждого нейрона находятся все нейроны се-
ти, но с каждым шагом обучения окрестность сужается. В конце этапа обучения изменяются только веса 
победителя. 

Характерной особенностью всех нейросетевых алгоритмов является последовательная обработка точек 
исходной выборки, поэтому результат их выполнения зависит от порядка ввода данных. Кроме того, для 
запуска любого нейросетевого алгоритма кластеризации необходимо задание числа кластеров, что неже-
лательно при обработке спутниковых снимков. 

Заключение 

В таблице представлены характеристики рассмотренных в настоящем обзоре алгоритмов. 
Учитывая перечисленные во введении особенности задачи кластеризации спутниковых данных, ни 

один из известных подходов не позволяет создать универсальный алгоритм. Возможными выходами из 
этой ситуации являются: 1) разработка алгоритмов в рамках комбинации нескольких подходов, 2) по-
строение многоэтапных процедур, позволяющих на каждом этапе эффективно использовать достоинства 
отдельных алгоритмов. 

Разработка алгоритмов в рамках комбинации нескольких подходов позволяет объединить их достоин-
ства и сгладить недостатки. Например, алгоритмы, разработанные в рамках комбинации плотностного и 
сеточного подходов (OPTICS [4], DeLiClu [1], MeanSC [74] и др.), характеризуются высокой (для плотно-
стных методов) производительностью и качественным выделение границ кластеров, не свойственным се-
точным методам. 

Использование алгоритмов, разработанных в рамках разных подходов, для построения многоэтапных 
процедур позволяет применять каждый алгоритм в оптимальных для его выполнения условиях. Кроме то-
го, такой подход позволяет на финальных этапах улучшить результаты, которые получены вычислительно 
эффективными алгоритмами на начальных этапах обработки. Примеры такого рода алгоритмов приведены 
в [17, 46, 77]. 
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Таблица 

Характеристики алгоритмов кластеризации 

(1) – в зависимости от сложности алгоритма поиска ближайших соседей, 
(2) – вычислительная сложность каждой итерации, 
(3) – необходимо задать лишь примерное число кластеров, 
(4) – к – число разбиений пространства по каждой размерности, 
(5) – N  – объём рабочей выборки. 
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BIRCH 1 ( )O N – – – – – + +

CURE 4 2( log )O N N  – + – + + + +

k -средних 1 ( )O dMN  (2) + + – – – – –

ISODATA 6 ( )O dMN  (2) + + ± (3) – + – +

k -представителей 1 2( )O MN  – + – – – – –

Алгоритм [74] 1 ( )O N + + + + + + –

DBSCAN 2 ( log )O N N + + + – + – +

OPTICS 2 ( log )O N N + + + + + + +

DeLiClu нет ( log )O N N + + + + + + +

SUBCLU 2 ( log )O N N + + + + + – +

BRIDGE 1 ( log )O N N + + – – + – –

GDILC 2 ( )O N + + + + + – +

AGRID 2 ( )O N + + + + + – +

AGRID+ 2 ( )O dN + + + + + – +

DBCLASD нет 1.5-3 × DBSCAN + – + + + – +

DENCLUE 2 ( log )O N N + – + + + – +

Алгоритм [24] 2 2( )O N (5) + + + + + – +

STING нет ( )O N + + + + + – +

WaveCluster нет ( )O N  при малом M + + + + + – +

FC 2 ( )O N + – + + + – +

ASGC 3 ( )dO N K+ (4) + + + + + – +

Алгоритм [53] 6 ( log )O N N (2) – + + + + – +

CL IQUE 2 ( )dO dN M+  + + + + + – +

ENCLUS 3 ( )O dN + + + + + – +

GRIDCLUS 3 ( )O N + + + + – + +

GCHL 2 ( log )O dN N  + – + + + – +

MAFIA 2 d( const )O dN  + + + + + – +
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Рис. Группы алгоритмов кластеризации 
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